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SUBSET SELECTION VARIABLES OF THE MODEL
USING AI LIBRARIES
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Streszczenie

Inwestycje w struktury informatyczne firm zaowocowaty niespotykanym wzrostem posiada-
nych danych. Ten olbrzymi przyrost danych gromadzony praktycznie w kazdym aspekcie dziedzi-
ny zycia doprowadzit do wzrostu zainteresowania metodami wydobywania informacji, wiedzy czy
zalezno$ci. Przeprowadzajac rozmyslania w kategorii analityki danych prawie zawsze nalezy
dokona¢ wyboru zmiennych tak, aby kazdy model w swojej koncowej postaci jak najprecyzyjniej
odzwierciedlat rozwazany proces. W artykule tym przedstawione zostang najczgsciej stosowane
metody doboru zmiennych do modelu. Proces ten jest jednym z etapéw budowy modelu i od jego
przebiegu zalezy w duzym stopniu koncowy efekt dziatania modelu.

Abstract

Investments in IT structures of companies resulted in an unprecedented increase in the col-
lected data. This enormous increase in data collected in practically every aspect of the sphere of
life has led to an increased interest in the methods of extracting information, knowledge and de-
pendencies. When thinking about data analytics, you should almost always select the data so that
each model in its final form reflects the process under study as accurately as possible. In this arti-
cle, the most common methods of selecting variables for the model will be presented. This process
is one of the stages of model building and the final effect of the model to a large extent depends on
its course.
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Wstep

Dysponujac ogromnymi ilo$ciami danych staramy sie¢ pozyska¢ z nich jak
najwiecej informacji pod katem analizowanego problemu. Techniki eksploracji
wiedzy znacznie si¢ rozwingly na przestrzeni ostatnich lat. W przesztosci zespo-
ly analitykéw, statystykow, ekonometrykéw prowadzily analizy za pomoca
recznych metod. Obecnie tak ogromny przyrost danych doprowadzitby do cat-
kowitego zablokowania tradycyjnych metod. Dostepnos¢ i wzrost wydajnosci
komputerow wymusit rozwoj algorytmow sztucznej inteligencji. Przy tak duzej
mocy obliczeniowe]j powstaty metody aczenia danych, co spowodowalo znacz-
ny przyrost jako$ciowy technik eksploracji. Jednak, czy to w starej technologii,
czy w nowej bardzo istotny jest proces doboru zmiennych do modelu. Prawi-
dlowe przeprowadzenie tego procesu pozwoli na uniknigcie zjawiska korelacji,
wspotliniowosci, heteroscedastycznosci, ktore sg przyczyng niepoprawnego
dziatania modelu. Na poczatku opracowania przedstawiono krotki opis danych
wykorzystywanych w metodach doboru zmiennych do modelu. W dalszej czesci
przedstawiono same metody i ich odpowiedzi na dziatanie danych wejSciowych.
Opisano regresj¢ lasso, rekurencyjng eliminacje cech, informacje wzajemna,
cyklicznag eliminacje cech, jak i1 klasyczng korelacj¢ opisujaca powigzanie po-
miedzy zmiennymi.

1. Dane do testowania

Do przeprowadzenia procesu wyboru cech do budowy modelu zostana wy-
korzystane dane jak na rys. 1 zgromadzone w bazie repozytorium UCI Machine
Learning Repository titanic. Zbior ten zawiera list¢ pasazerow Titanica. Dane
umieszone s3 w kolumnach i zawierajg nastgpujace informacje:

pclass — klasa (1 — pierwsza, 2 — druga, 3 — trzecia),

survived — pasazer ocalat (0 — nie, 1 — tak).

name — imi¢ i nazwisko,

sex — pte¢ (male — mezczyzna, female — kobieta),

age — wiek,

sibsp — towarzyszaca zona/maz lub liczba blizniakow,

parch — liczba towarzyszacych dzieci/rodzicow,

ticket — numer biletu,

fare — cena biletu,

cabin — numer kajuty,

embarked — miejsce zaokretowania (C = Cherbourg, Q = Queenstown, S = Sou-
thampton),
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boat — numer szalupy ratunkowe;j,

body — identyfikator zwlok,

home.dest — miejsce zamieszkania/cel podrozy.

Analiza zostanie przeprowadzona z wykorzystaniem jezyka Python' w wersji
3 z wykorzystaniem bibliotek Pandas, Matplotlib, Sklearn?, Rfpimp, Yellowbrick.

pelass  survived name  sex  age sibsp parch  ticket fare  cabin embarked boat body home.dest

1 Allen, Miss, Elisabeth Walton  female  29.0000 0 0 24160 2113375 85 H 2 NaN St Louis, MO

Allison, Master. Hudson Trever ~ male  0.9167 113781 151.5500 C22 C2 11 NaN Montreal, PQ / Chestenille, ON

Allison, Miss. Helen Loraine  female  2.0000 2 113781 1515500 C: S NaN NaN Montreal, PQ / Chestenville, ON

S NaN 1350 Montreal, PQ / Chesterville, ON

113781 151.5500 S NaN NaN Montreal, PQ / Chesterville, ON

5
1 1 1
1 0 1
1 0 Allison, Mr. Hudson Joshua Creighton ~ male  30.0000 1 2 113781 1515500
1 0 Allison, Mrs. Hudson J C (Bessie Waldo Daniels) female 25.0000 1
1 1 0

W oa W o oo oo

Anderson, Mr. Harry ~ male  48.0000 0 19952 26.5500 E12 s 3 NaN New York, NY

Rys. 1. Fragment wykorzystywanego zbioru danych

Zrodlo: opracowanie wiasne.

2. Metody wyboru cech do modelu

Proces tworzenia modelu wymaga w poczatkowym etapie, aby wybraé
zmienne do modelu. Idealne rozwigzanie to takie, gdyby mozna bylo do jego
utworzenia uzy¢ wszystkich zgromadzonych danych. Jednak w praktyce tak
zdarza si¢ niezmiernie rzadko. Uwzglednienie cech niepozadanych z punktu
widzenia modelu moze negatywnie wptywac na jego funkcjonowanie. Dla przy-
ktadu silna korelacja powoduje, ze wskazniki regresji sa obarczone duzymi bte-
dami, co wigze si¢ z tym, ze zastosowanie takiego modelu w praktyce mija si¢
z celem, poniewaz generuje on duze btedy.

2.1. Regresja lasso

Wykorzystujac parametr regularyzycyjny alfa w regresji lasso w klasie Las-
soLarsCV modelu linear model z biblioteki scikit-learn mozna regulowac¢ wage
cech. Im mniejsza jest nadawana waga mniej istotnym cechom, tym wicksza jest
jego warto$¢. Klasa LassoLarsCV wylicza wspotezynniki regresji cech dla po-
szczegolnych parametréw alfa wptywajac tym samym na koncowy wynik gene-
rowany na wyjsciu.

Mozna zwizualizowaé zalezno$¢ wspotczynnikow regresji cech od parame-
tru alfa. Nalezy zaimportowa¢ metode linear model z biblioteki sklearn i utwo-
rzy¢ model dla poszczeg6lnych parametrow.

I A. Boschetti, L. Massaron, Python. Podstawy nauki o danych, Helion, Gliwice 2017.

2 F. Pedregosa, G. Varoquaux, A. Gramfort, V. Michel, B. Thirion, O. Grisel, M. Blondel,
P. Prettenhofer, R. Weiss, V. Dubourg, J. Vanderplas, A. Passos, D. Cournapeau, M. Brucher,
M. Perrot, E. Duchesnay, 12 Scikit-learn: Machine Learning in Python, ,Journal of Machine
Learning Research* 2011, 12: 2825-2830.
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from model import linear model
model = linear model.LassoLarsCV(cv=10, max_n_alphas=10).fit(X, Y)
fragment kodu

Wynikiem dziatania algorytmu jest wygenerowany wykres (rys. 2).

Wspdlczynniki cech w regresji lasso

— pclass

age

sbsp
—— parch
P fare

= sex_male
> embarked_Q

b embarked_S

Wspdiczynniki regresji
.
&

0000 0.001 0002 0003 0004 0005 Q006 0.007 aooe
alfa

Rys. 2. Zaleznosci wspélczynnikéw regresji cech od parametré6w modelu

Zrodto: opracowanie wiasne.

2.2. Rekurencyjna eliminacja cech
Interesujacym podej$ciem jest tez rekurencyjna eliminacja cech, ktora pole-
ga na kolejnym usuwaniu cech i dopasowaniu do modelu. Wykorzystywana jest
do tego celu biblioteka Yellowbrick, a konkretnie funkcja RFECV

from yellowbrick.features import RFECV
fig, ax = plt.subplots(figsize=(6, 4))
rfe = RFECV(ensemble.RandomForestClassifier(n_estimators=100), cv=4)

rfe.rfe_estimator .ranking
rfe.rfe_estimator .n_features
rfe.rfe_estimator .support

fragment kodu

array([True, True, False, False, True, True, False, False])
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Jak wida¢, do modelu® zostaty zakwalifikowane zmienne 1, 2, 5, 6 — rys. 3.
Oznacza to, ze do budowy koncowej postaci modelu nalezy wybra¢ te zmienne,
gdyz wlasnie ich uzycie zapewnia najlepsze dziatanie modelu. Optymalne dzia-
fanie modelu wykorzystuje oczywiscie fakt, ze zostawia on najmniejsze reszty.
A co, jesli chcemy uzy¢ koniecznie innych zmiennych? OczywiScie mozna
i nawet trzeba ich uzy¢, jesli zalezy nam na umieszczeniu ich w modelu. Nalezy
jednak na uwadze mie¢ fakt, ze taki model bedzie generowat wicksze btedy, co
nalezy uwzgledni¢ przy formutowaniu koncowych wnioskow.

Rekurencyjna eliminacja cech

0.800

0r7s

0750

m 0725
Liczba cech =4
Ocena = 0.797

Ccen

Q700

0675

0.850

0625

s . . B . . .

1 2 3 B -] T B

Liczba wybranych cech
Rys. 3. Cykliczna eliminacja cech

Zrodto: opracowanie wilasne.

2.3. Informacja wzajemna
Kolejnym algorytmem, za pomoca ktdrego mozna okresla¢ wzajemne po-
wigzania o cechach i warto$ciach jest informacja wzajemna. Jest to miara zalez-
nosci okres$lajaca liczbe bitdow podobienstwa cechy i celu. Warto$¢ zerowa ozna-
cza brak powigzan. Wykorzystuje si¢ do tego biblioteke scikit-learn, a konkret-
nie test wykorzystujacy algorytm k-najblizszych sgsiadow.

from sklearn import feature selection
mic = feature selection.mutual info classif(X, y)
fragment kodu

3 M. Goodrich, R. Tamassia, M. Goldwasser, Data Structures and Algorithms in Python,
Wiley 2013; Y. Hilpisch, Derivatives Analytics with Python, Wiley 2015.
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Wynikiem dzialania tego algorytmu jest wykres uzyskany na rys. 4.

Informacja wzajemna

I |nf. wzajemna

embarked_Q

el _

sex_male

Cecha

0.00 002 004 006 008 010 012 014
Rys. 4. Wazno$¢ cech wyliczona przez algorytm

Zrodlo: opracowanie wilasne.

2.4. Analiza korelacji

Kolejnym sposobem jest wybor takich cech modelu, ktérych wariancja jest
najwicksza. Oczywisty jest fakt, ze zawieraja one wowczas najwigksza ilo$¢
informacji. Spowodowane jest to tym, ze zmienne o wigkszym rozrzucie moc-
niej wptywaja na wynik koncowy, anizeli zmienna zawierajaca na przyktad statg
warto$¢. Taka zmienna w zaden sposob nie wplywa na koncowy wynik i mozna
ja $miato z modelu usung¢.

Kolejnym tradycyjnym i najczesciej stosowanym sposobem jest wyliczenie
korelacji pomigdzy wszystkimi zmiennymi i wybodr tych cech, ktorych wartos§¢
pomigdzy zmienng objasniang, a zmiennymi objasniajacymi jak najwicksza.
Warto$¢ bezwzgledna wyliczonej korelacji zawsze miesci si¢ w przedziale od
<0, 1>. Warto$¢ zero oznacza brak korelacji, a wartos¢ 1 wartos¢ funkcyjna.
Jednoczes$nie nalezy pamigta¢ o tym, ze warto$¢ korelacji pomigdzy samymi
zmiennymi objasniajacymi powinna by¢ jak najmniejsza. W przypadku wysta-
pienia duzych wartosci pomiedzy nimi nalezy zdecydowac si¢ na usuniecie jed-
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nej lub wielu z nich. Nalezy wowczas pozostawi¢ w modelu t¢ zmiennag, ktora
wedlug naszego uznania bedzie nam najbardziej potrzebna. Wizualizacje wyli-
czonych wartosci korelacji pokazuje rys. 5.

from yellowbrick.features import Rank2D

fig, ax = plt.subplots(figsize=(6, 6))

pcv = Rank2D(features=X.columns, algorithm="pearson", title="Korelacja ..
fragment kodu

1.00
Korelacja Pearsona 8 cech
pelass 075
age aso
sbsp
025
parch
Qoo
" .
-0.25
sax_mala
embarked_Q -0.50
embarked_5 - 075

age
sibsp
parch
fare

pclass
sex_male
embarked_Q
ambarked_5

Rys. 5. Korelacja Pearsona wybranych cech

Zrodlo: opracowanie wilasne.

Wynik dziatania tego algorytmu generuje macierz korelacji. Mozna z niej
wyczytaé, jak silnie sg ze sobg powigzane poszczegolne zmienne i zadecydowac
o ich losie w modelu.

Podobna funkcj¢ peni tak zwana mapa ciepla (rys. 6), ktora zostata wygene-
rowana metodg heatmap z biblioteki seaborn. Zawiera ona doktadnie te same
informacje, jednak sg one przedstawione w nieco odmienny sposob.

from seaborn import heatmap

fig, ax = plt.subplots(figsize=(8, 8))

ax = heatmap(X.corr(), fmt=".2f", annot=True, ax=ax, cmap="RdBu r", ..
fragment kodu
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Korelacja 8 cech
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embarked_S

Rys. 6. Mapa ciepla

Zrodto: opracowanie wilasne.

Podsumowanie

Model to nic innego jak uproszczenie pewnej rzeczywistosci. Pozwala on
nam zrozumie¢ analizowane zjawiska i pozna¢, jakie zmienne wartosci sa jego
glownymi sktadowymi. Oznacza to, ze majac poprawnie zbudowany model mo-
zemy napisa¢ algorytm?, ktory bedzie symulowal analizowang przez nas rze-
czywisto$¢. Wplywajac na parametry modelu uzyskujemy odpowiedzi, ktore
informujg nas, jak zachowa si¢ badane otoczenie, gdy beda na niego dziatac
rozpatrywane zmienne. Problem w tym, ze aby model dziatal poprawnie, to musi
zosta¢ zbudowany w oparciu o pewne zasady. Jedng z nich jest wybor odpo-
wiednich zmiennych. Tylko wowczas, gdy bedzie generowany maty btad, wow-

4S. Raschka, V. Mirjalili, Python Machine Learning, Packt 2017.
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czas odpowiedzi bedg poprawne. Uproszenie samego modelu oparte na zatoze-
niach dotyczacych tego co jest dostepne, a nie jest istotne dla przesledzenia sa-
mego procesu, jest kolejnym waznym aspektem, na ktory trzeba zwrdci¢ uwagg.
Mozemy powiedzie¢, ze model budowany przez nas model predykcyjny to wzor
umozliwiajagcy oszacowanie nieznanej warto$ci docelowej. Wybor zmiennych
do modelu jest jednym z najbardziej istotnych i trudnych etapéw w procesie
budowy modelu. Opisane metody pomagaja badaczowi w tym procesie sugeru-
jac najlepsze rozwigzanie, nie zawsze jest ono jednak zgodne z oczekiwaniami
badacza. Ostateczna decyzja jednak zawsze nalezy do nas.
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